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RESUMO

A diversidade de formatos, unidades e condi¢cdes de aquisicdo das curvas de luz
dificulta sua preparagdo e avaliagdo automatizadas em iniciativas de astronomia
colaborativa. Este trabalho desenvolveu o nucleo computacional da plataforma
Orbitalia, integrando padronizagéo fotométrica e temporal, classificagdo automatizada
da qualidade das curvas e consulta a catalogos astronédmicos para complementar
o contexto dos objetos observados. Das 449 curvas obtidas no VarAstro, foram
selecionadas 353 observacgodes elegiveis e ndo duplicadas, distribuidas em 297 curvas
de treinamento e 56 de teste, sem compartiihamento de estrelas entre os conjuntos.
Utilizou-se um modelo Random Forest, composto por 200 arvores de decisao e
alimentado por 14 caracteristicas extraidas das curvas, para estimar o indice de
qualidade DQ, de 1 a 5, tomando as notas do VarAstro como referéncia; no teste, o
modelo reproduziu exatamente a classe catalogada em 50,0% das observagdes, com
F1 macro de 0,455 e erro absoluto médio de 0,518 ponto de DQ. O sistema reune
preparagado dos dados, estimativa de qualidade e contextualizagdo das observacgdes
em um fluxo reproduzivel, oferecendo apoio a avaliagdo de curvas de luz e a
organizagcado de contribuicdes observacionais, embora a precisdo da classificagéo
ainda demande aprimoramento.

Palavras-chave: curvas de luz; qualidade de dados; Random Forest; ciéncia cidad3;
astronomia.
ABSTRACT

The diversity of formats, units, and acquisition conditions of light curves complicates
their automated preparation and assessment in collaborative astronomy. This study



developed the computational core of the Orbitalia platform, integrating photometric and
temporal standardization, automated light-curve quality classification, and astronomical
catalogue queries to provide context for the observed objects. Of the 449 light curves
obtained from VarAstro, 353 eligible, non-duplicate observations were selected and
divided into 297 training and 56 test curves, with no stars shared between the sets. A
Random Forest model comprising 200 decision trees and using 14 features extracted
from the light curves estimated the quality index DQ, ranging from 1 to 5, with VarAstro
ratings as the reference; on the test set, the model exactly reproduced the catalogue
class for 50.0% of observations, with a macro F1-score of 0.455 and a mean absolute
error of 0.518 DQ points. The system combines data preparation, quality estimation,
and observational contextualization in a reproducible workflow, supporting light-curve
assessment and the organization of observational contributions, although classification
accuracy still requires improvement.

Keywords: light curves; data quality; random forest; citizen science; astronomy.

INTRODUGAO

A investigacdo de planetas fora do Sistema Solar envolve técnicas como transito,
velocidade radial e microlente gravitacional, cujas sensibilidades e limitagbes séo
distintas. O transito corresponde a diminui¢ao do brilho observado quando um planeta
passa diante de sua estrela, na perspectiva do observador; a velocidade radial
investiga o movimento da estrela associado a interagédo gravitacional; e a microlente
utiliza a amplificagdo gravitacional da luz de uma fonte mais distante. Informagdes
complementares podem contribuir para caracterizar sistemas e avaliar hipéteses
planetarias, sem que a combinacgéo de todos esses métodos seja obrigatoria em cada
descoberta (PERRYMAN, 2018).

O acompanhamento fotométrico de transitos também admite contribuicdes de
observadores com pequenos telescépios, dependendo do brilho do alvo, da
profundidade do evento, da precisao instrumental e das condi¢gdes de observacgao.
Essas contribuicdes ampliam a cobertura de eventos conhecidos e auxiliam sua
continuidade observacional; a descoberta inicial de um planeta ndo encerra a
necessidade de observa-lo (ZELLEM et al., 2020). A identificagcdo e a validacao de
determinados candidatos podem demandar campanhas prolongadas, sobretudo em
sistemas de periodo longo. As medi¢cdes de brilho registradas ao longo do tempo

constituem curvas de luz, objeto central deste trabalho.

Entretanto, arquivos produzidos por diferentes observadores podem apresentar

unidades, convengdes de tempo, nomes de colunas e formatos distintos. Também



podem conter lacunas, medicdes invalidas e informacdes instrumentais incompletas. A
dificuldade computacional ndo se restringe a armazenar esses arquivos: € necessario
interpretar sua estrutura, preservar sua procedéncia e produzir representacdes

comparaveis sem apagar caracteristicas relevantes da observagao.

O problema investigado foi como apoiar a preparagao e a avaliagdo da qualidade de
curvas de luz produzidas por diferentes observadores. Esses dados podem apresentar
formatos, unidades e condi¢cdes de aquisicao distintos, dificultando sua comparagao e
utilizagao conjunta. Nesse contexto, a Orbitalia integra o recebimento das observacoes,
a padronizagao dos dados, a estimativa automatizada de qualidade e a consulta a

catalogos astronémicos para complementar as informagdes sobre o objeto observado.

O objetivo geral foi desenvolver e avaliar o nucleo computacional da plataforma
Orbitalia para preparar curvas de luz, estimar sua classe de qualidade e complementar
o contexto do objeto observado por consultas a catalogos. Foram definidos os

seguintes objetivos especificos:

* organizar arquivos e metadados com rastreabilidade entre observacgao, curva e
rétulo de qualidade;

* implementar interpretagdo e padronizacao fotométrica e temporal, registrando
hipéteses e impedimentos;

+ extrair caracteristicas numeéricas das curvas e treinar um classificador
supervisionado de DQ;

+ avaliar o desempenho em estrelas separadas do treinamento e examinar o
efeito da limpeza adicional;

» disponibilizar o processamento por uma interface HTTP e consultar catalogos
sem transferir suas classificagcdes ao modelo;

+ documentar limitagdes, resultados e requisitos de integragdo com a interface da

plataforma.

A hipotese do trabalho foi que uma sequéncia documentada de preparacado permitiria
padronizar dados de diferentes origens e apoiar a classificagdo de qualidade. Também
foi avaliado se a remocéao adicional de medicdes invalidas melhoraria a classificagao.

Essa comparacao utilizou curvas ja normalizadas, € ndo arquivos brutos.



A pesquisa sobre exoplanetas depende da continuidade das observacoes, tanto para
acompanhar eventos conhecidos quanto para investigar mudangas ao longo do tempo.
Astrobnomos amadores podem contribuir com esse acompanhamento, ampliando a
cobertura observacional e fornecendo dados complementares aos obtidos por grandes
projetos. Essa participagao constitui uma contribuigdo importante da ciéncia cidada a
astronomia (ZELLEM et al., 2020).

Iniciativas como a Amateur Exoplanet Archive (AXA), conduzida por Bruce Gary,
e o Exoplanet Transit Database (ETD), ligado a Sociedade Astronémica Tcheca,
demonstram a importancia de reunir e disponibilizar observagdes de diferentes
colaboradores. Esses acervos também evidenciam a necessidade de considerar as
diferencas de qualidade entre as curvas de luz (PODDANY; BRAT: PEJCHA, 2010).

A Orbitalia propbe apoiar esse processo ao oferecer um ambiente colaborativo para
centralizar observagdes, organizar seus metadados e padronizar os dados recebidos.
A classificacdo automatizada busca ajudar o participante a interpretar a qualidade de
sua curva e orientar sua revisao antes do compartilhamento ou de analises posteriores.
Dessa forma, a contribuicdo da plataforma envolve tanto a avaliagdo das observacdes

guanto a organizacado de um acervo que facilite seu aproveitamento cientifico.

A proposta também prevé a formagao de uma comunidade ativa, cujas contribui¢cdes
possam ampliar continuamente esse acervo. Apds revisdo e atribuicdo de rotulos
confiaveis, novas observagdes poderao integrar futuros treinamentos do modelo,
permitindo avaliar e buscar melhorias na classificagao. Assim, a participagcdo dos

usuarios podera contribuir para a evolugéo da base de dados e do sistema.

METODOLOGIA DE DESENVOLVIMENTO

O trabalho envolveu o desenvolvimento de um protétipo e a avaliagao inicial de seu

desempenho por medidas numéricas. O procedimento foi organizado em seis etapas:

1. Definicao do problema e levantamento de referéncias: adotou-se a classificagao
da qualidade das curvas, usando as notas DQ do catalogo como respostas para

o treinamento.



2. Organizagdo da base: os arquivos VarAstro foram preservados na camada
bruta, convertidos para representacdo tabular e associados aos rétulos por
identificador de observacao.

3. Preparagdo das curvas: foram implementadas regras de interpretacédo de
cabecgalhos, conversao de brilho e tempo, propagacdo de incertezas e
identificagdo de valores invalidos, mantendo relatérios de pendéncias e
hipbteses.

4. Construcdo do conjunto de aprendizado: extrairam-se 14 caracteristicas por
curva, eliminaram-se duplicacdes identificadas e dividiram-se as observacgdes
por estrela em treinamento e teste.

5. Treinamento e avaliagcdo: treinou-se um modelo Random Forest, calculou-se
seu desempenho nas cinco classes DQ e compararam-se os resultados antes
e depois da limpeza adicional, mantendo os mesmos conjuntos de treinamento
e teste.

6. Integragcdo e demonstragdo: implementou-se o processamento HTTP, a
consulta independente a catalogos e a devolugao de resultados e metadados,

com registro dos testes realizados.

O treinamento foi realizado localmente em CPU, e o Modal foi utilizado para
disponibilizacdo do servico. A avaliagdo apresentada corresponde ao artefato
versionado dq_limpo_ 20261029T040341933863Z. Os testes de integragado abrangeram

0 processamento e a resposta da API.

FUNDAMENTAGCAO TEORICA
Curvas de luz, fotometria e tempo

Uma curva de luz reune medi¢cdes do brilho de uma estrela ao longo do tempo.
Cada linha da tabela representa uma medig¢ao, e cada curva € um exemplo utilizado
pelo modelo. Fluxo e magnitude expressam o brilho de maneiras diferentes: o fluxo
aumenta quando a estrela fica mais brilhante, enquanto a magnitude diminui em
uma escala logaritmica. Na fotometria diferencial, o brilho da estrela observada é
comparado ao de estrelas de referéncia. Isso ajuda a reduzir efeitos que atingem

ambas, como mudancas na transparéncia da atmosfera.



A notagdo V-C identifica a diferenga entre a magnitude da estrela variavel ou alvo
e a da comparagdo. O nome genérico dmag, isoladamente, ndo documenta qual
quantidade foi subtraida da outra. Por isso, a interpretagcao depende do cabecalho ou
de uma hipétese registrada. Confundir a convengéo pode inverter a evolugao do brilho

convertido. Um valor negativo de magnitude diferencial n&o €, por si sé, invalido.

Datas julianas (JD) representam instantes por uma contagem em dias. HJD e BJD
acrescentam corregdes pelo tempo de viagem da luz, tomando como referéncia o
centro do Sol e o centro de massa do Sistema Solar, respectivamente. UTC e TDB
indicam a escala usada para contar o tempo: UTC é a base do horario civil, enquanto
TDB é usada em calculos astrondmicos referidos ao Sistema Solar. A conversao para
BJD_TDB exige conhecer a escala original, a direcdo da estrela e a localizagao da
observacao. Subtrair uma data de referéncia apenas cria tempo relativo; nao realiza
essas corregdes (ASTROPY PROJECT, [s.d.]b).

Arquivos FITS podem conter imagens, tabelas e cabecalhos com informagdes sobre
a observacado. Uma imagem de estrelas ainda precisa ser processada para medir o
brilho e produzir uma curva de luz. A interface deste trabalho aceita FITS com tabelas

de medi¢cdes compativeis, e ndo imagens brutas (ASTROPY PROJECT, [s.d.]a).

Qualidade observacional e indice DQ

O indice DQ é um rétulo de qualidade associado a curva inteira. Na convencgao
adotada, 1 corresponde a melhor classe e 5 a pior; a ordem nao implica distancias
fisicas iguais entre as classes. O ETD descreve um indice baseado na relagao entre
dispersao, profundidade do transito e densidade das medi¢cdes. Assim, DQ nao é
apenas uma medida do ruido instrumental nem uma porcentagem do arquivo que
contém informacéo util (PODDANY; BRAT; PEJCHA, 2010).

As notas de qualidade DQ foram obtidas do catalogo VarAstro e associadas as
respectivas curvas de luz. Com esses exemplos, o modelo aprendeu a estimar a
qualidade de novas observagdes a partir de suas caracteristicas estatisticas, sem
executar diretamente o calculo utilizado pelo ETD. Os dados podem ter recebido
tratamentos diferentes antes do envio ao catalogo, o que deve ser considerado na

analise dos resultados.



Uma curva de uma estrela com planeta confirmado pode ter cobertura incompleta ou
baixa precisao. Inversamente, uma binaria eclipsante pode produzir medi¢des precisas,
embora nao represente um transito planetario. Por esse motivo, os estados confirmado,
candidato e falso positivo ndo foram usados como substitutos dos rétulos DQ. Uma
probabilidade de classe DQ nao representa uma fragao de ruido, e baixa qualidade

nao comprova auséncia de planeta.

Astronomia colaborativa e trabalhos relacionados

Como antecedente historico, a Amateur Exoplanet Archive (AXA), conduzida por Bruce
Gary, reuniu fotometria amadora. Poddany, Brat e Pejcha (2010) a situam entre os
arquivos anteriores ao ETD. Esse precedente contextualiza a motivagao colaborativa,

sem atribuir ao presente protétipo a substituicdo dessas iniciativas.

Bases como ETD e VarAstro reunem observagdes de diferentes colaboradores e
oferecem contexto para acompanhamento fotométrico. A identificacdo do observador,
do objeto, da observagédo e do equipamento permite reconhecer autoria e investigar
diferengas entre as condicbes de aquisicdo. A procedéncia de um arquivo de
uma plataforma colaborativa, entretanto, ndo comprova que ele foi produzido
por um observador amador; instrumentos e instituicbes devem ser considerados
individualmente (PODDANY; BRAT; PEJCHA, 2010; HYKEL et al., 2024).

Zellem et al. (2020) discutem o uso de pequenos telescopios operados por cientistas
cidaddos no acompanhamento de exoplanetas. Essa contribuicdo ndo deve ser
confundida com a necessidade de redescobrir objetos ja conhecidos: monitoramento
e continuidade temporal permanecem relevantes. A Orbitalia foi delimitada como
apoio computacional a organizagdo e a triagem dessas observagdes, sem alegar

substituir bases existentes.

No aprendizado aplicado a dados de missbes espaciais, Shallue e Vanderburg
(2018) desenvolveram uma rede neural para classificagao de sinais em dados Kepler,
frequentemente associada ao AstroNet. Esse estudo trata da identificagdo de eventos
planetarios e ndo da estimativa do indice DQ, que é o problema abordado aqui. A
diferenga de objetivo, de representacdo e de dominio observacional impede comparar

diretamente as respectivas acuracias.



Modelo Random Forest e aprendizado supervisionado

No aprendizado supervisionado, cada exemplo de treinamento possui uma resposta
conhecida. Neste trabalho, cada curva € representada por 14 caracteristicas
numeéricas, e a resposta é sua nota DQ. O modelo Random Forest reune varias
arvores de decisao, treinadas com selecdes aleatérias de exemplos e caracteristicas.
A combinacéo de suas previsdes reduz a dependéncia de uma unica arvore (BREIMAN,
2001).

Cada arvore organiza os exemplos por regras, como verificar se a dispersao do brilho
supera determinado valor. O critério Gini ajuda a escolher regras que separem melhor
as classes: G = 1 — Zk p7, em que p, é a propor¢do de exemplos da classe k no
grupo avaliado. Quanto menor o valor, menor a mistura de classes nesse grupo. O
modelo calcula a média das probabilidades fornecidas pelas arvores para cada classe
e escolhe a de maior valor (SCIKIT-LEARN, [s.d.]c).

A escolha do modelo Random Forest considerou o tamanho relativamente pequeno
da base, sua capacidade de aprender relagcdes complexas entre as caracteristicas e
a possibilidade de treinamento em CPU. Seu desempenho foi comparado a estratégia
simples de prever sempre a classe mais frequente. Essa comparagdo nao estabelece

superioridade sobre outros algoritmos.

Métricas de avaliagao

A matriz de confusdo compara as notas do catalogo com as previsdes do modelo. As
linhas representam o DQ catalogado e as colunas, o DQ previsto; os acertos aparecem
na diagonal. Nas férmulas abaixo, C representa essa matriz e N, o total de curvas.
Para cada classe k, TP, conta os acertos, F'P, conta as curvas de outras classes
classificadas como k£ e F'N, conta as curvas de k classificadas incorretamente em

outras classes.



Tabela 1 - Métricas utilizadas

Métrica Definicéao Interpretacao

Acuracia > Crr/N Proporg&o de DQs exatamente
iguais ao catalogo.

Preciséo da TP, /(TP,+ FP,) Entre as previsdes k, quantas

classe k correspondem a k.

Sensibilidade TP,/(TP,+ FN,) Entre as curvas que realmente sé&o

(recall) da classe
k

k, proporcgao classificada
corretamente.

Combina precisao e sensibilidade
em uma medida.

F1 da classe k 2 X precisao x
sensibilidade/(precisao +

sensibilidade)

média simples das métricas D& o mesmo peso a cada classe.
das cinco classes

MAE média de |DQ estimado —
DQ catalogado|

numero de previsdes com
diferenca <1/ N

Média macro
Distancia média em pontos de DQ.

Previsdo com
diferencga de até
um ponto

Inclui acertos exatos e previsdes
com erro de um ponto.

Fonte: elaboracéo dos autores; dados do experimento e da implementacgao.

A sensibilidade, também chamada de recall, indica quantas curvas de uma classe
foram classificadas corretamente. Se o modelo acertar trés de dez curvas DQ 2, a
sensibilidade dessa classe sera de 30%. A acuracia balanceada é a média dessas
taxas nas cinco classes, dando a mesma importancia a cada uma, mesmo quando ha
quantidades diferentes de exemplos. Ja o erro absoluto médio (MAE) indica quantos
pontos, em média, separam a nota prevista da nota do catalogo. Por exemplo, prever
DQ 3 para uma curva DQ 2 representa um erro de um ponto. Essa diferenca numérica
nao significa que a mudanga fisica de qualidade entre DQ 1 e 2 seja igual a mudanca
entre DQ 4 e 5 (SCIKIT-LEARN, [s.d.]b).

IMPLEMENTAGAO E PROTOCOLO EXPERIMENTAL

Organizacao dos dados e rastreabilidade

A organizagdo separou arquivos originais, dados processados e arquivos de
treinamento. As tabelas foram convertidas para Parquet para facilitar sua leitura. O
conversor também preservou cabegalhos e textos de origem nos casos previstos pelas

suas regras. Os arquivos originais foram mantidos para consulta e reprocessamento,
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pois a tabela convertida ndo substitui necessariamente todo o conteudo de um FITS
ou TXT.

Um indice relaciona observation_id, star_name, parquet_path € dq. Cada linha desse
indice aponta para uma curva, e ndo para uma medi¢do. No Parquet da curva, cada
linha contém uma medig¢ao de tempo, brilho e, quando disponivel, incerteza. Separar

o rétulo global da tabela de medigdes evita sua repeticdo e permite rastrear erros de

pareamento.
Tabela 2 - Composicao e selecido da base
Etapa Quantidade Significado
Arquivos VarAstro brutos 449 Universo organizado nesta versao
do projeto.

Curvas com brilho e 355 Disponiveis antes da exclusao de
tempo normalizados duplicagdes.
Pendéncias anteriores a 94 Nao incorporadas ao treinamento;
elegibilidade nao tratadas como curvas ruins.
Duplicagdes excluidas 2 Identificadores 89704 e 107262.
Curvas efetivamente 353 Uma amostra de aprendizado por
usadas curva.
Treinamento 297 curvas / 36 Ajuste do imputador e do

estrelas classificador.
Teste 56 curvas /9 Avaliacdo em estrelas ausentes do

estrelas treinamento.

Fonte: elaboragao dos autores; dados do experimento e da implementacao.

Uma curva com formato dificil de interpretar ndo é necessariamente uma curva de
baixa qualidade. Por isso, as exclusdes podem afetar quais tipos de observacao estao
representados no treinamento. As 353 curvas ndo formam uma selec¢ao aleatdria de
todo o VarAstro. A base inclui observacdes terrestres de diferentes origens, ndo apenas

amadoras.

Padronizacao do brilho e das incertezas

A interpretagdo foi baseada em cabegalhos e metadados, e ndo exclusivamente
na posicdo ou na aparéncia numérica das colunas. Regras especificas foram
adicionadas para nomes de tempo, magnitude, fluxo e erro. Quando existiam varios

alvos ou convengdes contraditorias, a escolha exigia identificagdo ou hipotese
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explicita; o fato de uma coluna conter niumeros proximos de 1 ndo prova que sua

unidade é fluxo.

Para magnitude m ou magnitude diferencial na convengéo alvo menos comparagéo,
utilizou-se a transformacéao:
F

— 10-0,4 (m—mq
rel — 10 (m—m f>' (1)
A referéncia m, foi tomada como mediana das medigdes validas da curva. Para fluxos

ref
ja existentes, dividiu-se o fluxo pela referéncia de normalizag&o e aplicou-se 0 mesmo
fator ao erro. Essas operacgdes tornam as escalas comparaveis, mas nao removem

automaticamente tendéncias atmosféricas nem isolam a contribuicdo de um transito.

A incerteza em magnitude foi propagada, em aproximagéo linear, por:

In(10
O = 2<—5) Frel Om- (2)

Essa expressao trata a referéncia como fixa e nao inclui a incerteza de sua estimacgao.
Uma incerteza ausente ou nula nao foi interpretada como medigao perfeita. Nos casos
dmag sem convengao completa, hipdteses foram registradas; ndo se presume que o
nome dmag resolva sozinho a dire¢ao da subtragcédo. A conversao nao produziu novas

informacdes observacionais nem recuperou medi¢des inexistentes.

Padronizacao temporal e limpeza

O processamento temporal buscou expressar as medicbes em BJD TDB com
recursos do Astropy. Foram considerados o padrao original, as coordenadas do alvo e
a localizacédo do observador. Para HJD, a correcao heliocéntrica precisa ser desfeita
antes da aplicagao da correcao baricéntrica correspondente; substituir a etiqueta HJD

por BJD seria incorreto.

Parte dos arquivos historicos exigiu hipoteses sobre a escala UTC ou aproximagdes
quanto a localizagéo. Essas decisdes foram registradas nos relatérios e constituem
limitacao de precisdo temporal. Um arquivo de saida em BJD_TDB n&o prova, sozinho,
que o relégio ou os metadados originais estavam corretos. Para as caracteristicas do
classificador, foram utilizados intervalos relativos em minutos, ndo o valor absoluto da

data como identificador do objeto.
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A limpeza adicional removeu linhas com sentinelas reconhecidas, como 99.99999 e
99999 nos campos pertinentes, tempos ou fluxos nao finitos e fluxos n&o positivos.
Sentinelas de incerteza e erros ausentes foram tratados especificamente, sem
transformar auséncia de informagéo em erro zero. A interpretacdo de uma sentinela

deve respeitar o campo, pois 0 mesmo numero pode ser legitimo em outro contexto.

Nas 355 curvas preparadas antes da exclusdo das duplicacbes, havia 57.317
medi¢des. Foram removidas 400 linhas, restando 56.917; seis curvas perderam mais
de 10% das linhas. Esses totais descrevem a etapa de limpeza das 355 curvas e néo
devem ser confundidos com a contagem exata de linhas do conjunto final de 353
amostras. A fragao invalida original foi preservada como informagéo de procedéncia

para o calculo de caracteristicas.

Nao foram aplicadas indiscriminadamente suavizagao, interpolagdao de lacunas,
retirada estatistica de pontos discrepantes ou corregdo de massa de ar. Tais
operagcbes poderiam esconder problemas observacionais relevantes a tarefa de
qualidade. AIRMASS pode ser preservada para inspecdo, mas nao integra as 14

caracteristicas usadas neste modelo.

Caracteristicas usadas pelo classificador

O extrator calcula uma representacédo de tamanho fixo por curva, permitindo trabalhar
com séries que possuem diferentes numeros de medigcdes. A versao utilizada do

conjunto de caracteristicas foi a 2.
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Tabela 3 - Caracteristicas do modelo

Caracteristica

Informacao representada

n_pontos

fracao_invalida

duracao _min

cadencia _mediana min
maior_lacuna_min
fracao_tempos_repetidos
dispersao_fluxo

mad_fluxo

amplitude_p95_p05

dispersao_diferencas

correlacao_vizinhos
inclinacao_por_min
erro_mediano

fracao_sem_erro

Numero de medi¢des validas.

Fragao de medig¢des invalidas registrada no
processamento.

Intervalo entre primeiro e ultimo instante, em minutos.
Mediana dos intervalos entre medigdes.

Maior intervalo entre medi¢cdes consecutivas.
Proporcéo de instantes duplicados.

Desvio-padréo do fluxo normalizado.

Desvio absoluto mediano em relagdo a mediana do
fluxo.

Diferenca entre percentis 95 e 5 do fluxo.

Dispersao de diferencas consecutivas, ajustada por
raiz de 2.

Correlagao entre medigdes consecutivas.

Inclinagao linear do fluxo em fungao do tempo relativo.
Mediana das incertezas validas do fluxo.

Fracao de medi¢cdes sem incerteza utilizavel.

Fonte: elaboragao dos autores; dados do experimento e da implementacao.

Essas caracteristicas resumem a quantidade e a distribuicdo das medi¢cdes no tempo,
as variagdes de brilho e os erros informados. Elas ndo identificam a causa de cada
variacéo, que pode ser astronémica, instrumental ou atmosférica. Nome da estrela,

observador, equipamento e informagdes sobre planetas ndo sdo entradas do modelo.

Separagao dos dados e configuragao do modelo

As curvas foram separadas por estrela com GroupShuffleSplit. Foram reservadas 20%
das estrelas para teste e usado o valor fixo 42 para permitir a repeticdo do sorteio.
Como cada estrela possui quantidades diferentes de curvas, a divisdo resultou em
84,14% das curvas no treinamento e 15,86% no teste. A avaliagao utilizou esses dois

conjuntos e a configuragao do modelo apresentada a seguir (SCIKIT-LEARN, [s.d.]a).

A separacao por estrela reduz o risco de resultados excessivamente otimistas
por presengca do mesmo alvo nos dois conjuntos. Ela ndo garante separagéo por
observador, instrumento ou campanha. Nao se pode, portanto, interpretar o resultado

principal como garantia de desempenho em qualquer novo observador ou telescopio.
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Tabela 4 - Distribuicdo de classes

DQ Treinamento Teste
1 46 9
2 59 10
3 96 18
4 65 14
5 31 5
Total 297 56

Fonte: elaboragcao dos autores; dados do experimento e da implementacao.

Valores ausentes nas caracteristicas foram preenchidos com a mediana calculada no
treinamento, usando Simplelmputer. Também foram criados indicadores para registrar
quais valores estavam ausentes, mantendo as colunas sem dados. Em seguida,
treinou-se RandomForestClassifier com a configuragao abaixo. O modelo salvo foi

treinado com 297 curvas; as outras 56 permaneceram separadas para teste.

Tabela 5 - Configuragdo do modelo Random Forest

Parametro Valor
n_estimators/criterion 200 / gini

max_depth None
min_samples_split /min_samples leaf 2/3

max_features / bootstrap sqrt/ True
class_weight balanced_subsample
random_state/n_jobs 42/ 2

Fonte: elaboracéo dos autores; dados do experimento e da implementacgao.

O balanceamento da maior peso as classes menos frequentes, sem criar novas
observagdes. Cada folha, ou grupo final de uma arvore, deve conter pelo menos trés
exemplos. Essa restricdo ajuda a evitar regras baseadas em casos isolados, mas nao
elimina o risco de o modelo aprender detalhes especificos do treinamento e errar em
curvas novas. A configuragao foi avaliada neste experimento, sem busca pela melhor

combinacgao possivel de parametros.
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Ferramentas e execugao

Python foi utilizado na preparagéo, no aprendizado e na integragdo. Pandas e NumPy
apoiaram operagoes tabulares e numéricas; PyArrow foi utilizado para Parquet;
Astropy para estruturas astronémicas e tempo; scikit-learn para imputacao, separagao
e classificacao; e joblib para persisténcia do modelo. A avaliagao salva registra Python
3.14.7, scikit-learn 1.9.1, pandas 3.0.6, NumPy 2.5.4 e Astropy 8.0.1. Esses numeros
descrevem o ambiente registrado do experimento e ndo uma exigéncia universal da

solucgao.

O servigo foi estruturado com fungdes Python disponibilizadas no Modal e interface
HTTP compativel com FastAPI. O processamento online reutiliza a preparagao e
0 extrator de caracteristicas do treinamento; a execugao remota ndo implica novo
treinamento a cada envio. Os resultados foram mantidos em artefatos de avaliagao

para permitir comparacao e auditoria.

INTEGRAGAO, CATALOGOS E DEMONSTRAGAO
Fluxo de recebimento e resposta

O sistema cliente envia um JSON com o identificador da observacao, informacdes do
objeto, local, equipamento e dados da curva. O CSV é enviado como texto. Para FITS,
o arquivo é codificado em Base64, uma forma de representar seu conteudo como texto
no JSON, respeitando o limite de tamanho do leitor. O FITS precisa conter uma tabela

de medi¢des; imagens brutas exigem uma etapa anterior de extragao do brilho.
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Figura 1 - Separagao entre avaliagdo da curva e contexto catalografico

L JSON: curva + metadados
Preparacao da curva Nome, coordenadas e identificadores
14 caracteristicas numéricas Consulta aos catalogos
Random Forest Contexto + estado de cada fonte
DQ estimado + escores Sem entrada no classificador

\ /

Resposta HTTP ao cliente

Qualidade + contexto + metadados

Fonte: elaboracéo dos autores a partir da arquitetura implementada.

Apoés validagao, o servigo interpreta as colunas, prepara brilho e tempo, verifica
medigdes validas e extrai as caracteristicas. O classificador devolve DQ estimado e
escores por classe. A interface exige pelo menos dez medi¢des utilizaveis e duragao
positiva como condi¢gdes operacionais minimas; esses critérios nao certificam que um

transito esteja bem coberto.

Metadados de telescopio, camera e local sao preservados como informacao
complementar. Quando presentes no formulario e no cabecalho FITS, suas origens
devem permanecer distinguiveis, sem que 0 servigo presuma equivaléncia ou
veracidade automatica. Esses campos nao sao resultados inferidos pelo classificador

nem entradas das suas 14 caracteristicas.

A saida € devolvida diretamente na resposta HTTP ao sistema cliente. Os testes com
Postman verificaram o recebimento da observacao, o processamento e a devolugao

dos resultados nesse fluxo.

Consulta a catalogos separada da classificagao

O cruzamento de catalogos complementa a observagao com informagbes sobre
0 objeto, mesmo quando ndo ha planeta confirmado. O mddulo consulta SIMBAD
para identificacdo e informacgdes da estrela, Gaia DR3 quando ha um identificador
correspondente e NASA Exoplanet Archive para informagdes sobre planetas e

candidatos. Cada resultado mantém a identificagdo de sua fonte; divergéncias
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entre catalogos ndo sao resolvidas automaticamente (WENGER et al., 2000; GAIA
COLLABORATION et al., 2023; NASA EXOPLANET ARCHIVE, [s.d.]).

As consultas utilizam nome, identificadores e posigao no céu, quando disponiveis.
Dois registros préximos no céu ndo sao necessariamente 0 mesmo objeto: € preciso
considerar a data das coordenadas, o movimento da estrela e a presenca de estrelas
vizinhas. A consulta fornece contexto, mas ndo garante a identificagdo em todos os
casos. Seus resultados nao alteram a previsao de qualidade nem substituem a nota

DQ do catélogo.

Cada servigco pode retornar sucesso, auséncia de correspondéncia ou erro. Uma falha
de rede, como as indisponibilidades registradas em consultas Gaia, ndo significa que o
objeto ndo exista. Da mesma forma, auséncia em uma tabela de planetas confirmados
nao demonstra auséncia de planetas. A resposta preserva estados parciais em vez de

interromper ou inventar contexto.

Demonstracao com uma observagao reservada

A observacido VarAstro 91602, de WASP-1, foi reservada para demonstracdo de
inferéncia e nao integrou o treinamento nem o conjunto principal de teste. Ela contém
164 medigdes e foi atribuida a Manfred Raetz nos metadados de origem. O resultado
registrado foi DQ estimado 2, correspondente ao DQ 2 do catalogo; o escore da classe

foi aproximadamente 0,6412.



18

Figura 2 - Observagao 91602 utilizada na demonstragao

WASP-1 | observagao 91602 | 164 medicdes
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Tempo desde a primeira medigéo (minutos)

Pontos e barras representam fluxo e incerteza presentes no CSV de envio; o tempo é
relativo ao primeiro registro. Nao foi ajustado um modelo fisico de transito nesta figura.

Fonte: fotometria de Manfred Raetz, VarAstro; representacido dos autores.

Tabela 6 - Resultado da demonstracao reservada

Campo da demonstracao

Resultado registrado

Identificador de envio

Estado do processamento
Medicoes

DQ estimado / DQ catalogado
Escore da classe estimada

teste-reservado-91602
concluido

164

2/2

0,6412

Fonte: elaboragao dos autores; dados do experimento e da implementacao.

O valor de 64,12% é a probabilidade atribuida pelo modelo a classe DQ 2. Ele ndo
representa a porcentagem de qualidade ou ruido na curva, nem a probabilidade de
existir um planeta. Também n&o foi verificado se valores como esse correspondem a
frequéncia real de acertos em novos dados. Como outras curvas da mesma estrela
podem estar no treinamento, esta demonstracdo nao substitui o teste com estrelas

separadas.

A demonstracdo compreendeu o recebimento CSV e a resposta em nuvem, além da
leitura local de uma tabela FITS compativel. O fluxo e os resultados registrados da
APl documentam esses testes; a validacado do formato FITS apresentada neste estudo

esta restrita ao ambiente local.
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RESULTADOS E DISCUSSAO
Desempenho no conjunto de teste

No conjunto de 56 curvas de nove estrelas separadas do treinamento, o modelo acertou
exatamente o DQ em 28 observacgdes. O resultado principal foi, portanto, acuracia de
50,0%, e ndo uma medida da proporgao de ruido em cada curva. As métricas a seguir

foram extraidas da avaliagao salva, sem novo ajuste para esta revisao textual.

Tabela 7 - Métricas no conjunto de teste

Métrica Resultado
Acuracia exata 50,00% (28/56)
Acuracia balanceada 44,76%

Precisdo macro 48,99%
Sensibilidade macro (recall) 44,76%

F1 macro 45,46%

Erro absoluto médio 0,518 ponto de DQ
Previsao com diferencga de até um ponto 98,21% (55/56)
Referéncia: prever sempre DQ 3 32,14% (18/56)

Fonte: elaboragcao dos autores; dados do experimento e da implementacao.

A estratégia de comparacdo prevé sempre DQ 3, a classe mais frequente no
treinamento. O modelo obteve 17,86 pontos percentuais a mais de acuracia no teste.
Nao foi realizado um teste estatistico para avaliar se essa diferenga se mantém além
da amostra estudada. Em 98,21% das curvas, a previsao ficou a até um ponto da nota
do catalogo, mas isso nao corresponde a acuracia exata: prever DQ 4 para uma curva

DQ 5 ainda é um erro.
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Figura 3 - Matriz de confuséo

DQ estimado
1 2 3 4 5
1 5 4 0 0 0

2 5 3 1 1 0

6 1 0

4 0 0 5 1

DQ catalogado
w
o

5 0 0 0 4 1

56 curvas | diagonal: 28 acertos exatos

Linhas representam DQ catalogado e colunas, DQ estimado.

Fonte: avaliagdo do modelo dq_limpo_20261029T040341933863Z, elaborada pelos
autores.

Tabela 8 - Desempenho por classe

DQ Precisao Sensibilidade (recall) F1 Curvas no teste
1 0,500 0,556 0,526 9
2 0,231 0,300 0,261 10
3 0,647 0,611 0,629 18
4 0,571 0,571 0,571 14
5 0,500 0,200 0,286 5

Fonte: elaboragcao dos autores; dados do experimento e da implementacao.

A classe DQ 2 apresentou baixa precisdo e sensibilidade. Cinco curvas DQ 2
receberam previsao DQ 1, e quatro curvas DQ 5 receberam previsao DQ 4. Nesses
casos, o modelo indicou qualidade melhor que a registrada no catalogo, embora tenha
errado por apenas um ponto. Como havia somente cinco curvas DQ 5 no teste, cada

acerto representa 20 pontos percentuais na sensibilidade dessa classe.

A matriz permite identificar padrées de erro, mas nao atribuir automaticamente causas
fisicas a cada falha. Nao se conclui, apenas a partir de uma classificagcao incorreta,
que houve nuvens, uma binaria eclipsante ou problema de guiagem. Essa atribuigéo

exigiria inspecao especifica e informagao adicional.
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Comparacao antes e depois da limpeza adicional

O modelo foi avaliado antes e depois da remoc¢ao adicional de medi¢des invalidas,
mantendo os mesmos conjuntos de treinamento e teste. O histérico da limpeza foi
usado para calcular a propor¢ao de medicdes invalidas de cada curva. As notas DQ do
catalogo permaneceram como referéncia. As duas versoes ja estavam normalizadas,

e produziram as mesmas métricas e matrizes de confuséo no teste.

Tabela 9 - Comparacgao da limpeza adicional

Métrica Antes da limpeza adicional Depois Diferenca
Acuracia 50,00% 50,00% 0,00 p.p.
Precisdo macro 48,99% 48,99% 0,00 p.p.
Sensibilidade macro (recall) 44,76% 44,76% 0,00 p.p.
F1 macro 45,46% 45,46% 0,00 p.p.
MAE em DQ 0,518 0,518 0,000

Fonte: elaboracédo dos autores; dados do experimento e da implementacgao.

A limpeza retirou medi¢des invalidas, mas nao alterou as métricas de classificacao
neste teste. Isso ndo significa que a preparacdo dos dados seja desnecessaria: as
duas versdes comparadas ja estavam normalizadas. O resultado se refere apenas a

limpeza adicional.

Como o mesmo conjunto de teste foi consultado durante a comparagéo, a analise
deve ser considerada exploratéria. Uma confirmagdo independente exigiria novos
dados separados antes de qualquer decisdo metodoldgica. A avaliagdo do modelo
Random Forest foi baseada nas métricas de classificagcdo e na matriz de confusao

apresentadas.

Limitagoes e estado do protétipo

As limitagdes principais incluem o tamanho e a selegdo da base, o desequilibrio de
classes, as curvas excluidas por dificuldade de interpretacdo, as hipbéteses sobre
convencdes fotométricas e temporais e a auséncia de validagdao independente em
outros instrumentos ou observadores. A referéncia de qualidade é catalografica; seu
uso nao garante uniformidade de todos os tratamentos anteriores realizados pelos

colaboradores.
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O classificador aprende a distinguir as cinco classes DQ, mas nao foi configurado
para considerar diretamente sua ordem, da melhor a pior qualidade. As caracteristicas
usadas também nao incluem a profundidade e a cobertura obtidas pelo ajuste de um
modelo fisico de transito. Assim, o sistema estima as notas a partir das caracteristicas

das curvas, sem determinar a causa de cada ruido.

Tabela 10 - Estado dos componentes

Componente Evidéncia e limite atual

Preparacao e treinamento Implementados e avaliados no conjunto descrito.

Recebimento CSV em nuvem Teste de requisigédo e resposta registrado.

Leitura FITS tabular Implementada e testada localmente; validagdo em
nuvem a completar.

Cruzamento de catalogos Implementado com estados parciais; dependente dos
servicos externos.

Metadados de Informacdo complementar, sem entrada no

equipamento/local classificador.

Interface, persisténcia e Integracgao final e verificagdo dependem do sistema

callback externo cliente.

Seguranga e operagao de Autenticacao, limites e testes operacionais ainda

producao devem ser consolidados.

Fonte: elaboracédo dos autores; dados do experimento e da implementacgao.

Novos envios ampliam o acervo, mas ndo entram automaticamente no treinamento.
Antes disso, precisam ser revisados, receber notas confiaveis e passar pela verificacao
de duplicagbes. Cada nova versdo do modelo deve ser registrada e avaliada em dados

separados para verificar se houve melhora.

CONCLUSAO

Foi desenvolvido o nucleo computacional da Orbitalia para preparar curvas de
luz, estimar classes DQ e consultar contexto catalografico de forma separada. A
organizagao por observagao e a preservagao de procedéncia permitiram associar
tabelas, metadados, transformacdes e rétulos. O escopo final € avaliagdo automatizada
de qualidade, néo classificagdo binaria de exoplanetas nem quantificagcado percentual

de sinal e ruido.

O modelo supervisionado utilizou 353 curvas VarAstro elegiveis, com 297 no

treinamento e 56 no teste separado por estrela. A acuracia exata foi de 50,0%, com
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F1 macro de 0,455. Embora tenha superado a referéncia majoritaria e apresentado
erros geralmente préximos na escala DQ, o desempenho por classe evidencia a
necessidade de revisdo humana e de avaliacdo mais ampla antes de decisdes

automaticas de aceitagcao ou rejeigao.

A preparacéao viabilizou o fluxo computacional descrito, mas a hipétese de ganho apés
a limpeza adicional ndo foi confirmada: a diferenca de acuracia foi de zero ponto
percentual. A conclusao se limita ao experimento realizado, sem extrapolagao para

uma comparacgao integral entre dados brutos e tratados.

Como trabalhos futuros, propdéem-se ampliar a base com curvas de qualidade
verificada, testar o modelo com observadores e instrumentos separados e avaliar
métodos que considerem a ordem das notas DQ. Também €& importante verificar a
confiabilidade das probabilidades estimadas e incluir caracteristicas relacionadas a
cobertura do transito. Na integracao, devem ser concluidos o acordo sobre os dados
trocados com o sistema cliente, os testes FITS em nuvem, o armazenamento e a
autenticacgdo. A finalidade permanece apoiar a avaliagao e a organizagao colaborativa

das observagdes.
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